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Oz—Bu calismada aktif olarak faktéring sektoriinde faaliyet
yiiriiten bir sirkette mal ve hizmet satisindan dogan alacaklarin
temlik alinarak satici firmaya finansman saglanmasi amaciyla
kuruma ilk defa gelen miisteri adaymnin gelecek 3 ay icerisindeki
islem yapma ihtimalinin veri giidiimli makine 6grenmesi
modelleri kullamlarak tahminlenmesi hedeflendi. Buna bagh
olarak da yiiksek potansiyelli ve diisiik potansiyelli miisterilerin
bulunmasiyla daha etkin, verimli ve dogru yaklasimlar
icerisinde hareket edip aksiyon alarak, isletme bazinda islem
hacmine dogrudankatki saglanmasi amaclandi. Bu kapsamda
KKB (Kredi Kayit Biirosu) tarafindan saglanan; miisteri
adaylarmin Risk, Mersis, GIB bilgilerinden yararlanilarak ve
veri tabaninda tutulan miisterilerin, cek kesidecilerinin, miisteri
temsilcilerinin ve subelerin ge¢mis bilgilerinden yola ¢ikarak
oznitelik miihendisligi ve Kkesifsel veri analizleriyle makine
ogrenmesi modellerinde kullanilacak veri seti olusturuldu.
Kuruma gelen miisteri adaylar1 iki farkh kurulus tiiriinde
oldugundan dolay1 (Sahis ve Tiizel) iki farkh tahminlenme
modeli uygulandi. Birden ¢ok siniflandirma modelleri denenmis
olup, Sahis sirketler icin en yiiksek F1-Skoru %86 ile Rastgele
Orman Agaclar (Random Forest) modeli, Ticari sirketler icin
de en yiiksek F1-Skoru %382 ile Rastgele Orman Agaclar
(Random Forest) modeli ile saglandi.

Anahtar Sozciikler — Faktoring, islem Tahmini, Makine
Ogrenmesi
Abstract—In this study, it is aimed to estimate the probability of
a customer who comes to the institution for the first time to make
a transaction in the next 3 months, using data-driven machine
learning models, in order to provide financing to the seller
company by assigning the receivables arising from the sale of
goods and services in a company actively operating in the
factoring sector. Accordingly, it was aimed to directly contribute
to the transaction volume on a business basis by acting and
taking action with more effective, efficient and correct
approaches by finding high-potential and low-potential
customers. In this context, provided by KKB (Credit
Registration Bureau); The data set to be used in machine
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learning models was created with feature engineering and
exploratory data analysis, using the Risk, Mersis, GIB
information of the prospective customers and the historical
information of the customers, check issuers, customer
representatives and branches kept in the database. Since the leads
coming to the institution are in two different types of
organizations (Individual and Legal), two different forecasting
models were applied. Multiple classification models were tried,
and the highest F1-Score of 86% for private companies was
obtained with the Random Forest model, and the highest F1-
Score for commercial companies was obtained with the Random
Forest model with 82%.

Keywords — Factoring, Transaction Forecast , Machine

Learning

L. GIRIS

Faktoring isletmeleri, varligint ve devamliligini biiyiik
olgiide ¢ek islemleriyle siirdiirmektedir. {1k cek islemleri s6z
konusu oldugunda ise bazi miusteri adaylart islem
gergeklestirmekte, bazilari ise islem gerceklestirmemektedir.
Bundan  o6tiri  islem  gergeklestirecek  kisileri  ve
gergeklestirmeyecek kisileri tespit edebilmek, isletmelerin
farkli aksiyonlar alabilmesine imkan tanryacaktir. Bu
isletmelerin gelir kaynagi olan ¢ek konusunda ileri istatistiksel
metotlar ve yapay zekd kullanilarak misteri adaylarini
smiflandirabilmek, isletmenin cirosuna ve dolayistyla karina
dogrudan katki yapilmasia imkén tantyacaktir.

Klasik kosullu yaklasimlardan =ziyade yapay zeka
metotlar1 kullanilarak yapilan bu ¢aligma sayesinde faktoring
ve finans sektoriinde yapay zeka yaklagimlarimin artirilmasi
amaclanmaktadir. Ayrica, arastirmada finans sektoriinde
kullanilabilecek istatistiksel ve makine &grenmesi tabanli
metotlarin birgogu kullanilmistir. Boylece, akademik diinyada
oldukea kisir bir yer kaplayan finans ve faktoring alanindaki
calismalara bir 6rnek niteligi tastyabilecek yapay zeka tabanli
yaklagimlar ile problem c¢o6ziime kavusturulmustur. Bilim

(IEEE - UBMK-2022) - VII th International Conference on Computer Science and Engineering - 284

Authorized licensed use limited to: MEF Universitesi. Downloaded on March 07,2023 at 06:14:47 UTC from IEEE Xplore. Restrictions apply.



diinyasma katkis1 acisindan degerlendirildiginde faktoring
sektorleri igerisinde yenilik¢i yaklagim amaci tagimaktadir.
Bu dogrultuda projenin nihai ¢iktisi, sektdr bazinda goz
ontinde bulunduruldugunda, yapay zekd metodolojisinin
kullanildigi  nadir  proje  arastirmalarindan  birini
kapsamaktadir.

IL. LITERATUR OZETI

Glintimiizdeki isletmelerin en &nemli yapi taslarmin
basinda gelen ve yogun rekabet kosullarinda varliklarini
siirdirmesini  saglayabilecek temel etmen veri odakli
yaklagimlardir. Bir¢ok farkli alanda kitleler halinde elde
edilen veriler islenerek bilgiye doniistirtilmekte ve ortaya
cikarllan bu bilgiler tizerinden karar verme sansi
saglamaktadir [1]. Bu bilgiler 1s1¢inda mekanizmay1
olusturup, hammaddeden tirtine kadar olan siireci dogru
yapilandirarak, katma deger saglayan siireclerin olugmasi
muhtemeldir. Bu ¢ercevede yeni nesil analitik yontemlerin en
temelinde veriye olan yaklagimlar acisindan
degerlendirildiginde  sistemler  arasinda  farklilagsma
gortilmektedir. Dolayisiyla, yeni girilen veriye dayali
yaklasim biiyiik bir paradigma ve algi degisikligine neden
olmustur [2]. Bu noktada o&zellikle on plana ¢ikan
yontemlerin basinda biiyiik veri analitiginin disinda makine
Ogrenimi ve yapay zekd bazli metotlar gelmektedir. Bu
cercevede, isletmeden isletmeye (B2B) pazarlama
streglerinde yapilan hesaplamalar ve degerlendirmeler
konusunda farkli yontemler giindeme gelmektedir. B2B
stireglerini de kapsayacak sekilde yapilacak bir hizmet yapist
birgok farkli alani kapsayacagindan dolay: ¢ok eksenli bir
yaklasimi gerektirmektedir [3]. Biyiik veri analitigi
cergevesindeki bu ¢ok disiplinli bakis metodolojisi iginde
gergeklesmekte olan bu dontisiim siireci arastirma gergevesi
ve yaklasimlarla birlikte pratikte de bircok yeniligi ve firsatt
beraberinde  getirmistir  [4].  Diger bir  agidan
degerlendirildiginde B2B siire¢lerde isletmelere daha uygun
pazarlama stireclerini yapay zeka teknolojilerini biiytk veri
analitigi, veri madenciligi, veri bilimi c¢ercevesinde
saglayarak daha uygun pazarlama stratejilerinin belirlenmesi
ve daha dogru kararlarin verilebilmesi oncelikli hedeftir [5].

Bu yaklasim, isletmelerin ¢abalarin1 gercekten
kaybetme riski altinda olan miisterilere odaklamasina olanak
tanir ve potansiyel olarak onlara ihtiyact olmayan miisterilere
tesvik saglamak i¢in harcanacak paradan tasarruf saglar [6].
Ayrica ekonomi perspektifinden bakildiginda da bu konuda
yapilan tim bilimsel caligmalar gosteriyor ki, var olan
misterileri elde tutabilmenin maliyeti, yeni musteri
kazanmaya nazaran ¢ok daha az maliyetlidir [7]. Bu noktada
projenin ¢iktisiyla birlikte maliyet azaltimina olanak
taninacaktir. Bir diger nokta ise miisteri adayinin, misteriye
doniisme serliveninin basariyla tamamlanmasiyla birlikte,
daha sonraki iglemler i¢in; o kisilerin islem yapma ihtimalleri
daha da artirllmig olacaktir. Bu yaklasim, isletmelerin
cabalarin1 gergekten kaybetme riski altinda olan miisterilere
odaklanmasima olanak tanir ve potansiyel olarak onlara
ihtiyact olmayan miisterilere tesvik saglamak i¢in harcanacak

paradan tasarruf saglar [8].

PROBLEMIN TANIMLANMASI

Projenin uygulanacagi finans sirketine ayda ortalama
binin tizerinde tekil sirket, cek bozdurma islemi yaptirmak i¢in
girisimde bulunmaktadir. Bu say1 senelik bilangoda 400 bin
seviyesindedir. Bu sirket ile ilk kez temas eden miisteri
adaylarmin tgte biri farkli sebeplerle islem onayi almasina
karsin islem yapmamaktadir. Bu tercihin fiyat, hizmet, siire
vb. gibi farkli gerekgeleri olabilmekle birlikte yapilan saha
calismalar1 neticesinde fiyat ve hizmetin énemli gostergeler
oldugu goriildii. Bu calisma kapsaminda isletmeyle ilk kez
temasta bulunan miisteriler arasinda potansiyeli yiiksek
olanlarin veri giidiimlii modelleme yaklagimlariyla saptanarak
daha uygun bir teklif sunulmasi, ilgili miisteri adaylarina 6zel
arama yapilmasi, bu aramanin daha kidemli bir miisteri
temsilcisi tarafindan yapilmasi gibi farkli pazarlama
stratejileri kullanilarak islem oranmnin dogrudan arttirilmast
hedeflendi. Dolayisiyla, basvurulart igeriye alma oranini
artirarak sirketin hem kisa vadeli karliligima dogrudan katki
saglanmasi hem de orta vadede potansiyeli yiiksek oldugu
saptanan miisterilerle is yapma olasiligini artirmaktir.

Eski olarak nitelendirdigimiz, daha once islem yapmis
olan miisterilerin senelik ortalamada %47,2’si onaylanan
basvurularini isleme ¢evirirken daha 6nce islem yapmamis
misteri adaylarindan onay almis olmalarina yine senelik
ortalamada %28,9’u karsin bu iglemleri gerceklestirmektedir.
Islem yapmay1 tercih etmeyen miisteri adaylarinin fiyat, siire,
hizmet, sistemsel sorun, baska faktoring firmasini tercih etme
ve diger nedenlerle sirket ile islem yapmama sebepleri olarak
kaydedilmistir. Dolayisiyla, sirketin hedeflemesi gereken en
yliksek potansiyele sahip miisteri adaylarini tespit edilmesidir.
Bu temasta bulunan misteri adaylarinin bagvurularinin isleme
donistiiriilmesi neticesinde gergekei senaryoda bile (iyimser
ve kotimser senaryolarin ortalamasi olarak diistintildigiinde)
giinliik 15 bin TL’den fazla net kar, senelik bilangoda da
yaklasik 4 milyon TL net kar artis potansiyeli bulunmaktadir.
Bu net kar artisinin saglanmasi, Faktoring sektorii 6zelinde
dustiniildiiginde yiiksek hacimli cirolara karsilik gelmektedir.
Dolayisiyla, sirketin senelik ciro ve kar marjini artirmak igin
kullanmasi uygun olan stratejilerden biri bu ilk kez temas eden
miisteri adaylarina odaklanarak ilk kez islem yapmalarini
saglamaktir. Bundan otlrii, bu proje hedefinin basariyla
tamamlanmasinin saglanmasi neticesinde dl¢iilebilir bir sonug
ortaya koymasi beklenmektedir.

flgili akademik literatiirde de siklikla bahsedildigi iizere
miisterilerin siniflandirilabilmesi i¢in gézlemlenen en biiylik
sorun hangi musteri Ozelliklerinin  kullanilmas1  ve
Olctimlenmesinin en dogru ve en etkili sonuglart ortaya
cikaracagidir. Bundan dolayr bu c¢alisma kapsaminda
faktoring bazinda degerlendirilecek ve kullanilacak tiim
misteri verilerinin incelenmesi yapilacaktir. Bu projenin
hedefi olan yiiksek potansiyelli kisileri bulmak ve hangi
ozellikleri tasidigini, hangi miisteri profili 6zellikleri
dagilimlar1 gosterdiklerinin yani sira dusiik potansiyelli
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misteriler i¢cin de bu etmenler Olgiilebilecektir. Bu
smiflandirmalarin basariyla tamamlanmasi neticesinde bu
proje  “Dogru kisiye, dogru aksiyon” metodolojisini
uygulayabilme yetisini kazandiracaktir [9]. Christopher ve
arkadaslarinin yaptiklart bir diger bilimsel arastirmalar da
gosteriyor ki “Herkese uyan tek beden!” yaklagimi
giintimiizdeki kosullar goz Oniinde bulunduruldugunda
gegerliligini yitirmistir [10].

Bu c¢alismanin ¢iktist olarak gelistirilecek modelin
ozellikle yiiksek potansiyelli miisterileri (islem kapasitesi ve
sikligi kapsaminda) dogrudan ilk dokunuslarindaki (“first
touch”) 6zelliklerinden yola ¢ikilarak miisterinin potansiyeli
hakkinda kestirimde bulunacak bir tahmin modeli
gelistirilecektir. ikinci asamada bu modelin adaptif hale
getirilerek yeni veri kayit ve islem stireciyle birlikte bu
sireglerin ~ otomatik  sekilde isleme alinmasi ve
sonuglandirilarak ilgili birimlere gerekli bilgilendirmenin
ulagsmas1 saglanmaktadir. Yukarida da belirtildigi gibi eski
misterilerin %50 kadari, yeni miisterilerin

%30 kadar1 islem asamasina ge¢mektedir. Bu Ar-Ge
projesinin beklenen temel faydasi ilk defa iglem yapan
misterilerdeki  gelistirilecek ~ modelin  yonlendirdigi
misterilerdeki islem say1 ve oraninin artirtlmasidir.

I11. YONTEM

A. Veri setinin hazirlanmasi

2019 yilinin Mart ayindan 2022 yilinin Temmuz ayina
kadar olan sadece ilk islemini gerceklestiren miisterilerin
verileri kullanildi. Faktoring islemi gerceklestiren miisteriler
iki farkli grup tizerinde toplanmaktadir. Bunlar: Tiizel
(Ticari) sirketler ve Sahis (Gergek) sirketlerdir. Veri seti
Sahis sirketleri ve Tiizel sirketlere ait 6zelliklerin bazilarinin
ortak olmasina karsin, cogu degisken farklilik gosterdiginden
iki ayri gruba boliinerek farkli stratejik yaklasimlarda
bulunuldu. Bu bélimlemeden sonra ana veri seti ortaya
cikarildi. Sahs sirketleri igin 36.973 adet gozlem ve 71 adet
Oznitelik bulunmaktadir. Tiizel sirketler icin 26.093 adet
gozlem ve 60 adet 6znitelik bulunmaktadir. Son olarak hedef
degisken icin belirtilen tarihler arasinda ilk sorgulamasini
gergeklestiren miisterilerin 3 ay igerisinde islem yapmalarina
gore 1 ve 0 olmak tizere 2 ayni sinif belirlenmistir.

B. Veri Analizi ve Onisleme

Daha sonra bu iki veri seti tizerinde 6znitelik analizleri
gerceklestirildi ve 6znitelik tipleri tanimlandi. Bunlar sayisal
degerler, kategorik degerler, tarih hem kategorik hem sayisal
bilgiler tastyan karisik degerler olarak ifade edilebilir. Sayisal
degerler icerenler ayrik ve siirekli degerlere sahiptirler.
Kategorik degiskenler ordinal (sirali) ve nominal (sirasiz)
Oznitelikler icermektedir. Bazi Ozniteliklerin veri tipleri
gozlenenden farkli oldugu tespit edildi. Bu 6zniteliklerin veri
tipleri uygun sekilde dontstiiriilmesi gergeklestirildi. Eksik
veriler, bir ¢alismanin istatistiksel giiclini azaltabilir ve
gegersiz sonuglara yol agan onyargili tahminler {iretebilir
[11]. Betimleyici istatistikler ile verilerdeki bos degerler
tespit edildi ve on analiz sonrasinda verilerin kaybolmasi mi
yoksa o durum i¢in mi bulunmadig tespit edilerek, durumuna

gore farkli atamalar yapildi [12].

CIZEIGEI.  EKSIK VERI DURUM ANALIZ YONTEMLERI

Eksik Veri Durum Analiz Yontemleri

Tamamen Rastsal Kayip

Eksik verilerin tamamen sans eseri olusmasi
(MCAR)

Rastsal Olmayan Kayip

(MNAR) Eksik verilerin bir baska degiskene bagh olarak olusmasi

Rastsal Kayip (MAR) Eksik verilerin rastgele olusmasi

XGBoost ve LightGBM modelleri bos degerleri ele
alabilirken diger modeller i¢in bu durum gegerli degildir. Bos
verilerin birden ¢ok farkli bakis a¢isina ve temeline dayanan
yontemlerle inceleme ve uygulamasi yapildi. %80 nin iistiinde
bos veri igeren degiskenler veri setinden ¢ikarildi. Ayni
sekilde kisi bazinda %60’1n tistiinde bos verisi olan satirlar da
veri setinden ¢ikarildi. Kalan diger degiskenlerin bos verileri
icin ¢ok degerli (multivariate) ve tek degerli (univariate)
doldurma yontemleri kullanildi. Elde edilen sonuglar
dogrultusunda farkli znitelikler igin birden ¢ok yo6nteme
basvuruldu. Bu ama¢ dogrultusunda; ortalama atama, k-En
Yakin Komsular yontemi ile doldurma ve kategorik
degiskenler icin sabit deger atama yontemleri kullanildi.

CIZELGEIL. _ EKSIK VERI DOLDURMA YONTEMLERI

Eksik Veri Doldurma Yontemleri

Ortalama Degerler ile

" R Eksik gozlemlerin bulundugu 6zniteligin ortalama ile doldurulmasi
Doldurma Yéntemi

k-EnYakin Komsular ile Eksik gozlemlerin 6klid mesafesine gore segilecek komsu sayisina
Doldurma Yéntemi (kNN) [gore doldurulmasi

Sabit Deger ile Doldurma
Yontemi

Eksik gozlemlerin sabit bir deger ile doldurulmasi

Eksik veri analizi sonrasinda kategorik degiskenlerin
analizi gerceklestirildi. Yiksek kardinaliteye sahip olan
kategorik degiskenler icerisindeki az sayida veriye sahip olan
smiflar hedef degiskene gore analiz edilip uygun siniflar ile
birlestirildi. Yiiksek kardinalite durumunu analiz edip,
¢Oziimlenmesi model performansi agisindan olumlu etki
yaratacaktir [13]. Cogu makine Ogrenmesi algoritmalar
kategorik degiskenleri ele alamamasindan dolay: kategorik
degiskenler ¢oziimlenerek (encode) sayisal verilere
doniistiiriildii. 11k olarak ikili (binary) hedef degiskene sahip
oldugumuzdan dolay1 genel olarak finans sektoriinde yaygin
kullanilan kanitlarin agirligi yontemi (WOE) uygulandi [14].
Bu yonteme ek olarak hedef degiskene gore kodlama (Target
Encoding), Ikili kodlama (Binary Encoding) ve One-Hot
kodlamas1 yontemlerine bagvuruldu. Kodlamalar sonucunda
elde edilen degerlerin, hedef degisken ile olan iliskisi analiz
edildiginde en iyi sonucu hedef degiskene gore kodlama
(Target Encoding) yontemi verdigi gortildii.

Makine 6grenmesi modellerinin genel olarak kabul ettigi
varsayimlar  dogrusallik  (lineerlik), ¢oklu  baglanti
(multicollinearity), normal dagilim ve homoskedastisitedir.
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Bu durumlarim asgari diizeyde karsilanmasi durumu kontrol
edildi. Verilerin normal dagilima yakinligmi kontrol etmek
icin histogram grafigi ve Kolmogorov-Smirnov testi
kullanild: [15]. Homoskedastisite igin artiklarin (residual)
gorsellestirilmesi yontemi uygulandi. Bunlara ek olarak
Levene’s testi, Bartlett's testi ve Goldfeld-Quandt testi
kullanildi. Coklu baglanti durumu i¢in ise korelasyon matrisi
kullanilarak degiskenler arasindaki ikili iligkiler kontrol
edildi. Degisken dagilimlarinin analiz edilmesi igin
olasiliksal dagilim yontemlerine bagvuruldu. Ayrik ve siirekli
degiskenler i¢in farkli metodlar kullanildi. Ayrik degiskenler
icin Binom ve Poisson dagilimlar ile test edilirken stirekli
degiskenler i¢in Gauss dagilimi ve carpiklik testi
gerceklestirildi.  Gergeklestirilen  testler ~ sonucunda
degiskenleri normalizasyonlar1 i¢in logaritmik dontisiim,
reciprocal dontisiim, karekok dontisimii ve yeo-johnson
dontisimii  yontemleri  kullanildi.  Normallestirmeler
sonrasinda  verilerin  Glgeklendirilmesi  gergeklestirildi.
Olgeklendirme igin standartlastirma, en biiyiik-en kiigiik
Olgeklendirme (min-max scaling), ve giicli (robust)
Ol¢eklendirme yontemleri denendi. Analizler sonucunda en
buytik-en kiiciik 6l¢eklendirme yontemine karar verildi ve
uygulandi. Veri dagilimlari analizi sonrasinda degiskenlerin
dagilimini normallige yaklastirmak i¢in aykiri gozlemler
analizi edildi. Aykir1 goézlemlerin ele alinmasi model
performansit acisindan dogrudan pozitif yonde etki
yaratacaktir [16].

C. Oznitelik Miihendisligi

Veri setindeki analizler ve ©n isleme asamalari
sonrasinda elde edilen verilere ek olarak eldeki veriler ile
yeni veriler iiretildi. Ilk olarak islem gerceklestirmek isteyen
misgterilerin bazilar1 birden fazla ¢ek getirebilmektedir. Bir
kisiye ait birden ¢ok gozlemin bulunmasi yanlilia sebep
olacagindan dolay1 veriler islem bazinda tekillestirildi. Hedef
degisken tizerinden toplulagtirma (“aggregation”) yapildi ve
sayisal degerler en biiyiik, en kiiclik, ortalama ve standart
sapma degerleri kullanildi. Kategorik degiskenler icin ise
frekans analizi yapildi. Toplulastirma sonrasinda 6zellikle
tarih degiskenleri kullanilarak miisterilerin ¢ek getirme
tarihleri i¢in analizler yapildi ve tarih degerleri y1l, ay, giin,
ceyrek, hafta sayilari gibi degerlere doniistiirtildii ve kurulus
tarihleri tizerinden kurulus yaslar1 hesaplandi.

D. Model Gelistirme

Model gelistirme agamasina gecildiginde oncelikle hedef
degiskenin kategorik olmasi sebebiyle gozetimli makine
6grenmesi yontemleri seg¢ildi. Modelleme igin literatiirde
genel olarak kullanilan birden ¢ok siniflandirma yontemi
kullanilarak model sonuglar1  karsilastirildi.  Lojistik
Regresyon, Karar Agaglari, Rastgele Ormanlar, XGBoost,
LightGBM, Ekstra agaglar ve Destek Vektér Makineleri
smiflandirma modelleri kuruldu. Veri setindeki hedef
degisken sinif sayilari arasinda esitlik olmamasi sebebiyle
dengesiz (“imbalanced”) bir veri setinin mevcut oldugu
goriildi. Veri setinin %61’ini islem yapmayan misteriler
olustururken %39’unu ise islem yapan miisteriler olusmustur.
Bu oran her iki veri seti hemen hemen esittir. Birka¢ 6rnek

kullanan 6nceki ¢alismada, dengesizligin dogrulugun degeri
ve anlami ile diger bazi iyi bilinen performans olgitleri
tizerinde biiyiik bir etki gosterebilecegi gosterilmistir [17].
Dengesiz veri seti problemini ortadan kaldirmak igin birden
fazla yol denendi. Bu yollar, 6rnek azaltimi (undersampling),
ornek artirmmi (oversampling) ve smif agirligi ayarlama
yontemleridir. Denenen ydntemler sonucunda drnek azaltimi
yontemi iyi sonuglar vermezken sinif agirligir ayarlama ve
ornek artirnmi yontemlerinin ise dogruluk tizerinde biiytlik bir
etkisi olmamistir. Bundan dolayr modeller ana veri seti
tizerinden gelistirilip ilgili ¢iktilar elde edilmistir.

CIZELGEIIl.  DENGESIZ VERI SETI COZUM YONTEMLERI

Yontem Agiklama

Sinif sayisi fazla olan degerlerden rastgele degerler gikararak dengesizligi

Ornek Azaltma (Und li
ek Azaltma (Undersampling) ortadan kaldirma

Az olan sinifa ait yeni degerler Ureterek hedef degiskendeki dengesizligi

Ornek Artirma (Oversampling)
ortadan kaldirma

Sinif Agirhig1 Artirma Makine 6grenmesi modellerinin bir gogunda 'class_weight' parametresi

ile azinlik sinifa verilen agirhigi dengesizlik oraninda artirma

Model kurulumu sonucunda dogru ve giivenilir ¢iktilarin
saglanabilmesi adina ¢apraz dogrulama (cross- validation)
yapildi. Capraz dogrulama, tahmine dayali modellerin
genelleme yetenegini degerlendirmek ve fazla uydurmayi
onlemek i¢in bir veri yeniden Ornekleme yoOntemidir
[18,19].Capraz dogrulama yontemi igin verilerin %80°1 egitim
ve %20’si test olarak boliindii. Veri seti dengesiz olmasi
dolayisiyla tabakali Ornekleme (stratified sampling)
kullanilmis olup, ¢apraz dogrulama degeri 5 olarak secildi.
Veri setinin dengesiz olmasindan &tiirti model sonuglarini
analiz etmek i¢in direk dogruluk orani kullanilmadi. Model
dogruluklarinin  analizi  i¢in  Karmasiklik  Matrisi,
Dengelenmis Dogruluk, Geometrik Ortalama, Dominans,
Dengesizlik Indeksi, ROC-AUC Egrisi, Kesinlik-Hassaslik
(Precision-Recall) egrisi kullanildi. Ozellikle ROC-AUC
egrisi  ve Kesinlik-Hassaslik  egrileri esik  degerini
(“Threshold”) ayarlamak i¢in kullanildi. Esik degeri
ayarlanarak smiflar arasindaki dogruluk farki azaltildi
Modelleme o6lgtimleri sonrasinda en iyi sonucu veren
modellerin i¢in yarilanma 1zgarasi aramasi (“Halving Grid
Search”) ile hiper parametre ayarlamasi (optimizasyonu)
Destek Vektor Makineleri, Lojistik Regresyon, Rastgele
Ormanlar ve XGBoost i¢in yapildi.

IV. SONUC VE TARTISMA

Sahis sirket musterileri i¢in en iyi sonucu Destek Vektor
Makineleri (SVM) verirken Ticari sirket miisterileri i¢in en iyi
sonucu  XGBoost simniflandiricist vermistir. Elde edilen
skorlarin gergek miisteriler i¢in ortalama F1-Skoru degerleri
%79 olurken, ticari musteriler i¢in elde edilen ortalama F1-
Skoru %75 seviyesi {iizerinde olmustur. Baskin hedef
degiskeninin skor degerleri yiiksek oldugundan dolayr ROC-
AUC egrisi kullanilarak Sahis sirketler i¢in esik degeri 0.46
belirlenmistir. Buna karsin ticari sirketlerin esik degeri ise
0,38 olarak belirlendi. Calisma sonucunda gelistirilen
modeller, sirket biinyesinde  giinlimiizden itibaren
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kullanilmakta olup 6niimiizdeki 3 ay i¢inde sonuglar kontrol
edilip duruma gore tekrardan gerekli ayarlamalar yapilarak,
yasam dongisii i¢ginde devam edecektir. Bu proje kapsaminda
nihai hedef olarak yiiksek potansiyelli misteri adaylarmnin
bulunabilmesinden o&tiirti duyarlilik skorlarmin daha g¢ok
6nem arz ettigi sdylenebilir.

CIZELGE 1V. SAHIS SIRKETLERI ICIN MODEL BASARI SKORLARI

MODEL precision recall fl-score
LogisticRegression: 0 0.8023 0.7064 07513
LogisticRegression: 1 07217 0.8155 07658

DecisionTreeClassifier: 0 0.8287 0.7562 0.7908
DecisionTreeClassifier: 1 0.7579 0.8301 07924
RandomForestClassifier: 0 0,88 0,8461 0,8627
RandomForestClassifier: 1 0.8332 0.8684 0,8505
ExtraTreesClassifier: 0 0.8375 0.7380 0.7846
ExtraTreesClassifier: 1 07515 0.8486 07971
XGBClassifier: 0 0,8628 0,8446 0,8536
XGBClassifier: 1 0,8263 0,8454 0,8357
KNeighborsClassifier: 0| 7451180912 | 0,69736377 | 0.71905
KNeighborsClassifier: 1| 6g7504155 | 073274115 | 0,70941
SVE: 0 0,8045 0,7707 0,7872
Vel 0,7554 0,790247 | 0,77244

CIZELGE V. TICARI SIRKETLER ICIN MODEL BASARI

SKORLARI

MODEL precision recall fl-score
LogisticRegression: 0 0,7703 0,6692 0,7162
LogisticRegression: 1 0,6897 0,7783 0,7313
DecisionTreeClassifier: 0 0,7967 0,719 0,7559
DecisionTreeClassifier: 1 0,7259 0,7929 0,7579

RandomForestClassifier:
0 0,848 0,80 0.8280

RandomForestClassifier:

1 0,8012 0,8312 0.8159
ExtraTreesClassifier: 0 0,8055 0,70 0,7495
ExtraTreesClassifier: 1 0,7195 0,8114 0,7627

XGBClassifier: 0 0,8308 0,8074 0,8189
XGBClassifier: 1 0,7943 0,8082 0,80
KNeighborsClassifier: 0 0,7101 0,6601 0,6842
KNeighborsClassifier: 1 0,6555 0,6955 0,6749
SVC: 0 0,7725 0,7334 0,7525

SVC: 1 0,7234 0,7530 0,7379

Duyarlilik skorlari i¢in, yani gergekte yliksek potansiyelli
olarak etiketlenenlerin ne kadari icin dogru tahminleme
gerceklestirildi. Bir digeri Kesinlik skorlari, yani yiiksek
potansiyelli misteri adaylar1  olarak  tahminlemesi
yapilanlarmm, ne kadari gergekten yiliksek potansiyelli
oldugudur. Bu iki skorlara farkli bakis agilarryla yaklasmak,

farkli aksiyonlarin alinabilecegini gostermektedir. Bu ¢aligma
kapsaminda nihai hedef olarak yiiksek potansiyelli miisteri
adaylarinin bulunabilmesinden &tiirti duyarlilik skorlarmin
daha 6n plana ¢iktig1 ifade edilebilir.

Cizelge IV te goriildigii tizere en yiiksek basar skorlarini
Random Forest ve XGBClassifier vermistir.

Kurulus iginde aktif olarak kullanilan benzer bir model
bulunmadigindan  sirket acgisindan  degerlendirildiginde
oldukga yenilik¢i bir etkiye ve gelistirilen model canliya
alindigindan katma degeri yiiksek bir calismaya sahip
olmustur. Heniiz ilk temasta bulunmus olan yiiksek
potansiyelli miisteri adaylart dogru ve basarili bir sekilde
saptanabildigi takdirde pazarlama ekibini daha verimli
kanallara yonlendirilmesi planlandi. Dolayisiyla, bu ¢alisma
kapsaminda gerekli gelistirmelerin yapilmasryla birlikte sirket
karina dogrudan katki saglamasi 6n gortilmektedir.
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